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1. Introducción.
En este informe técnico se presenta un estudio teórico y experimental, respecto de las condiciones
suficientes para que se cumpla la recuperación perfecta de patrones binarios n-dimensionales en
la Memoria Asociativa Hopfield, dado un conjunto fundamental para la fase de aprendizaje y un
conjunto de patrones de prueba para la fase de recuperación de patrones

Las memorias asociativas han merecido la atención de numerosos investigadores internacionales
desde hace más de cuatro décadas. Uno de los pioneros fue el científico alemán Karl Steinbuch
quien, a principios de la década de los sesenta, ideó, desarrolló y aplicó laLernmatrix (Steinbuch,
1961; Steinbuch & Frank, 1961).

La Lernmatrix constituye un antecedente crucial en el desarrollo de los modelos actuales de
memorias asociativas, y constituye uno de los primeros intentos exitosos de codificar información
en arreglos cuadriculados conocidos comocrossbar (Simpson, 1990).

Once años después de que Steinbuch dio a conocerLernmatrix, dos investigadores concluyeron
y presentaron ante al comunidad científica internacional sus trabajos de investigación. Apoyado
por la UCLA, a principios de 1972 James A. Anderson desarrolló y presentó suInteractive
Memory (Anderson, 1972), y meses más tarde, Teuvo Kohonen, a la sazón profesor de laHelsinki
University of Technology, dio a conocer ante el mundo susCorrelation Matrix Memories
(Kohonen, 1972).Los trabajos de Anderson y Kohonen dieron lugar al modelo que actualmente
se conoce con el nombre genérico deLinear Associator.

Es pertinente mencionar un hecho curioso, que se ha presentado en personajes dedicados a otras
ramas de la ciencia: James A. Anderson y Teuvo Kohonen obtuvieron resultadosasombrosamente
similares a pesar de que trabajaron independientemente, alejados, y sin tener noticia uno del otro,
hasta tiempo después de que aparecieron los artículos; además, estos autores tienen formaciones
profesionales totalmente diferentes: Andersones neurofisiólogo (estadunidense) y Kohonen es
físico e ingeniero eléctrico (finlandés) (Anderson & Rosenfeld, 1990; Kohonen, 1989).

Si 1972 fue el año de los pioneros en el área de las memorias asociativas, 1982 fue el año de
John J. Hopfield. Su artículo de ese año (Hopfield, 1982), publicado por la prestigiosa y respetada
National Academy of Sciences (en susProceedings), impactó positivamante y trajo a la palestra
internacional su memoria asociativa.

Las autorizadas voces de los editores del compendioNeurocomputing (Anderson, & Rosenfeld
(Eds.), 1990) aseguran que la era moderna de las memorias asociativas (y de las redes neuronales)
nace a raíz de la publicación del artículo de Hopfield; afirman que el éxito de este artículo se debe
en gran parte a que, además de tener un estilo claro, coherente y sofisticado, fue escrito por el
distinguido y reconocido físico John J. Hopfield,“en cuyas manos la teoría se convierte en algo
legítimo y respetable”.

La formación como físico del autor queda de manifiesto cuando declara que en los sistemas físicos
constituidos por un gran número de elementos simples, las interacciones entre estos elementos
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dan lugar a fenómenos colectivos (las orientaciones de los dominios en sistemas magnéticos y los
patrones de vórtices en sistemas defluidos ejemplifican esta afirmación).

A partir de estas consideraciones, Hopfield se pregunta si la interacción de elementos simples
de procesamiento similares a lasneuronas, cuyo modelo simplificado se conocía desde hacía
cuatro décadas (McCulloch & Pitts, 1943), da lugar a la aparición de propiedades computacionales
colectivas, tales como la estabilidad de memorias; acto seguido, el autor afirma que en
efecto, su artículo de 1982 demuestra que este tipo de propiedades computacionales aparecen
espontáneamente.

En este trabajo se presenta un estudio sistemático y experimental de la recuperación de patrones en
la Memoria Hopfield.

2. Memorias asociativas.
El propósito de esta sección es plantear de manera diáfana y concisa el problema inherente al
funcionamiento de las memorias asociativas. Por su naturaleza, este problema se escinde en dos
fases claramente distinguibles:

1. Fase deaprendizaje (generación de la memoria asociativa)

2. Fase derecuperación (operación de la memoria asociativa)

Para estar en condiciones de realizar el planteamiento del problema, es preciso previamente
proporcionar los conceptos básicos, las notaciones y la nomenclatura relacionados con el diseño
y funcionamiento de las memorias asociativas.

Los conceptos básicos son conocidos tres décadas ha, y se presentan como originalmente fueron
establecidos en las referencias (Kohonen, 1972, 1977, 1987, 1989; Anderson, 1972; Anderson &
Bower, 1977; Anderson & Rosenfeld, 1990; Hassoun, 1993, 1995, 1997).

El propósito fundamental de una memoria asociativa es recuperar patrones completos a partir de
patrones de entrada que pueden estar alterados con ruido aditivo, sustractivo o combinado. De
acuerdo con esta afirmación, unamemoria asociativaM puede formularse como un sistema de
entrada y salida, idea que se esquematiza a continuación:

x −→ M −→ y

El patrón de entrada está representado por un vector columna denotado porx y el patrón de
salida, por el vector columna denotado pory.

Cada uno de los patrones de entrada forma unaasociación con el correspondiente patrón de salida.
La notación para una asociación es similar a la de una pareja ordenada; por ejemplo, los patrones
x y y del esquema forman la asociación(x,y).
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Para facilitar la manipulación algebraica de los patrones de entrada y de salida, los denotaremos
con las mismas letras negrillas,x y y, agregándoles números naturales como superíndices para
efectos de discriminación simbólica. Por ejemplo, a un patrón de entradax1 le corresponderá un
patrón de saliday1, y ambos formarán la asociación(x1,y1); del mismo modo, para un número
entero positivok específico, la asociación correspondiente será(xk,yk).

La memoria asociativaM se representa mediante unamatriz cuya componenteij-ésima esmij

(Palm, Schwenker, Sommer & Strey, 1997); la matrizM se genera a partir de un conjunto finito
de asociaciones conocidas de antemano: éste es elconjunto fundamental de asociaciones, o
simplementeconjunto fundamental. Se denota porp la cardinalidad del conjunto fundamental
(p es un número entero positivo).

Si µ es un índice, el conjunto fundamental se representa de la siguiente manera:

{(xµ,yµ) | µ = 1, 2, ..., p}

A los patrones que conforman las asociaciones del conjunto fundamental, se les llamapatrones
fundamentales.

La naturaleza del conjunto fundamental proporciona un importante criterio para clasificar las
memorias asociativas. Si se cumple quexµ = yµ ∀µ ∈ {1, 2, ..., p}, se dice que la memoria
es autoasociativa; de otro modo, la memoria esheteroasociativa (Kohonen,1972). Para una
memoria heteroasociativa se puede afirmar lo siguiente:∃µ ∈ {1, 2, ..., p} para el que se cumple
quexµ 6= yµ.

Es posible que los patrones fundamentales sean alterados con diferentes tipos de ruido. Para
diferenciar un patrón alterado del correspondientepatrón fundamental, usaremos la tilde en la parte
superior; así, el patrónexk es una versión alterada del patrón fundamentalxk, y el tipo de alteración
que representaexk se evidenciará en el contexto específico donde se use.

Si al presentarle a la memoriaM un patrón alteradoexω como entrada (ω ∈ {1, 2, ..., p}), M
responde con el correspondientepatrón fundamental de salidayω, se dice que la recuperación es
perfecta. Unamemoria perfecta es aquella que realiza recuperaciones perfectas para todos los
patrones fundamentales.

Naturalmente, también los patrones de salida pueden ser alterados; por ejemplo, siy3 es un patrón
fundamental, entoncesey3 representa una versión alterada dey3.

Abundemos en la caracterización de los patrones de entrada, de salida y de la matrizM.

Primeramente se requiere la especificación de dos conjuntos a los que llamaremos arbitrariamente
A y B. La importancia de estos dos conjuntos radica en que las componenetes de los vectores
columna que representan a los patrones, tanto de entrada como de salida, serán elementos del
conjuntoA, y las entradas de la matrizM serán elementos del conjuntoB.
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No hay requisitos previos ni limitaciones respecto de la elección de estos dos conjuntos, por lo
que no necesariamente deben ser diferentes o poseer características especiales. Esto significa que
el número de posibilidades para escogerA y B es infinito; a continuación se ejemplifican algunas
de ellas:

• A = B = R, dondeR es el símbolo que representa al conjunto de los números reales.
• A = R y B = {0, 1}.
• A = B = {0, 1}.
• A = B = {−1, 1}.
• A = R y B = {−1, 1}.
• A = Z y B = {−1, 1}, dondeZ es el conjunto de los números enteros.
• A ⊂ Z y B ⊂ Z

Cada uno de los modelos de memorias asociativas que se incluyen en esta colección, posee sus
propias especificaciones para los conjuntosA y B , de acuerdo con las necesidades del creador del
modelo en cuestión.

Ya que se tienen especificados los conjuntosA y B, es necesario establecer las dimensiones de los
patrones, tanto de entrada como de salida.

Seanm,n números enteros positivos. Se denota porn la dimensión de los patrones de entrada, y
porm la dimensión de los patrones de salida; claramente, nada impide que los valores dem y den
sean iguales. Aún más, uno de los requisitos que debe cumplir una memoria autoasociativa es que
la dimensión de los patrones de entrada sea igual a la dimensión de los patrones de salida; por otro
lado, si en una memoria sucede quem 6= n, es evidente que la memoria debe ser heteroasociativa.

Cada vector columna que representa a un patrón de entrada tienen componentes cuyos valores
pertenecen al conjuntoA, y cada vector columna que representa a un patrón de salida poseem
componentes cuyos valores pertenecen al conjuntoA. Es decir:

xµ ∈ An y yµ ∈ Am ∀µ ∈ {1, 2, ..., p}

La j-ésima componente de un vector columna se indica con la misma letra del vector, pero sin
negrilla, colocando aj como subíndice (j ∈ {1, 2, ..., n} o j ∈ {1, 2, ...,m} según corresponda).
La j-ésima componente de un vector columnaxµ se representa por

xµj

Ejemplos:

• La i-ésima componente del vector columnaxµ se representa porxµi
• La tercera componente del vector columnax5 se representa porx53
• La j-ésima componente del vector columnayµ se representa poryµj
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• La l-ésima componente del vector columnayω se representa poryωl

Al usar el superíndicet para indicar el transpuesto de un vector, se obtienen las siguientes
expresiones para los vectores columna que representan a los patrones fundamentales de entrada
y de salida, respectivamente:

xµ = (xµ1 , x
µ
2 , ..., x

µ
n)

t =


xµ1
xµ2
...
xµn

 ∈ An

yµ = (yµ1 , y
µ
2 , ..., y

µ
m)

t =


yµ1
yµ2
...
yµm

 ∈ Am

Con lo anterior, es ya posible presentar el planteamiento delproblema general de las memorias
asociativas:

1. Fase de aprendizaje. Encontrar los operadores adecuados y una manera de generar una matriz
M que almacene lasp asociaciones del conjunto fundamental{(x1,y1) , (x2,y2) , ..., (xp,yp)},
dondexµ ∈ An y yµ ∈ Am ∀µ ∈ {1, 2, ..., p}. Si ∃µ ∈ {1, 2, ..., p} tal quexµ 6= yµ, la
memoria seráheteroasociativa; si m = n y xµ = yµ ∀µ ∈ {1, 2, ..., p}, la memoria será
autoasociativa.

2. Fase de recuperación. Hallar los operadores adecuados y las condiciones suficientes para
obtener el patrón fundamental de salidayµ, cuando se opera la memoriaM con el patrón fun-
damental de entradaxµ; lo anterior para todos los elementos del conjunto fundamental y para
ambos modos: autoasociativo y heteroasociativo. Exhibir y caracterizar, además, el ruido que
puede soportar la memoria en el patrón de entradaexω, para entregar una salida perfectayω.

3. La Memoria Asociativa Hopfield.
En el legendario artículo (Hopfield, 1982) se considera un sistema físico descrito por un vector
de estadox cuyas coordenadas son(x1, x2, ..., xn); se considera además que el sistema tiene
puntos límite localmente establesxa, xb · · · . Entonces, si el sistema es activado en un estado
suficientemente cercano a cualquier punto límite localmente estable, digamos enx = xa + ∆, al
transcurrir el tiempo el estado del sistema cambiará hasta llegar a que se cumplax ≈ xa.

El punto de arranquexa+∆ representa un conocimientoparcial del estado establexa, y a partir de
ahí el sistema genera la información correctaxa. Hopfield declara categóricamente que un sistema
físico que se comporte de esta manera y que, además, sea susceptible de quecualquier conjunto
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predeterminado de estados pueda ser asignado como el conjunto de estados localmente estables, es
útil como memoria asociativa.

En el modelo que originalmente propuso Hopfield, cada neuronaxi tiene dos posibles estados,
a la manera de las neuronas de McCulloch-Pitts:xi = 0 y xi = 1; sin embargo, en la sección
Studies of the collective behaviors of the model del mismo artículo, el autor hace la relevante
observación de que, para un nivel dado de exactitud en la recuperación de patrones, la capacidad
de almacenamiento de información de la memoria se puede incrementar por un factor de 2, si se
escogen como posibles estados de las neuronas los valoresxi = −1 y xi = 1 en lugar de los valores
originalesxi = 0 y xi = 1.

Al utilizar el conjunto{1,−1} y el valor de umbral cero, la fase de aprendizaje para la memoria
Hopfield será similar, en cierta forma, a la fase de aprendizaje delLinear Associator.

La intensidad de la fuerza de conexión de la neuronaxi a la neuronaxj se representa por el
valor demij, y se considera que hay simetría, es decir,mij = mji. Si xi no está conectada con
xj , entoncesmij = 0; en particular, no hay conexiones recurrentes de una neurona a sí misma, lo
cual significa quemii = 0,∀i. El estado instantáneo del sistema está completamente especificado
por el vector columna de dimensiónn cuyas coordenadas son los valores de lasn neuronas.

La memoria Hopfield es autoasociativa, simétrica, con ceros en la diagonal principal.

En virtud de que la memoria es autoasociativa, elconjunto fundamental para la memoria Hopfield
es{(xµ,xµ) | µ = 1, 2, ..., p} con

xµ =


xµ1
xµ2
...
xµn

 ∈ An y A = {1,−1}

3.1 Fases de aprendizaje y recuperación

La fase de aprendizaje para la memoria Hopfield es similar a la fase de aprendizaje delLinear
Associator, con una diferencia relacionada con la diagonal principal en ceros, como se muestra en
la siguiente regla para obtener laij-ésima componente de la memoria HopfieldM:

mij =


pP

µ=1

xµi x
µ
j si x 6= j

0 si x = j

(1)

Operativamente, el resultado de la expresión anterior se puede obtener en tres etapas:
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1. Para cada una de lasp asociaciones(xµ,xµ) se encuentra la matrizxµ · (xµ)t de dimensiones
n× n, la cual tiene unos en su diagonal principal:

xµ · (xµ)t =


xµ1
xµ2
...
xµn

 · (xµ1 , xµ2 , ..., xµn) =


xµ1x
µ
1 xµ1x

µ
2 · · · xµ1x

µ
i · · · xµ1x

µ
n

xµ2x
µ
1 xµ2x

µ
2 · · · xµ2x

µ
i · · · xµ2x

µ
n

...
...

...
...

xµi x
µ
1 xµi x

µ
2 · · · xµi x

µ
i · · · xµi x

µ
n

...
...

...
...

xµnx
µ
1 xµnx

µ
2 · · · xµnx

µ
i · · · xµnx

µ
n


(2)

2. A cada una de lasp matricesxµ · (xµ)t se le resta la matriz identidadI de dimensionesn × n,
con el fin de lograr ceros en la diagonal principal:

xµ · (xµ)t − I =



0 xµ1x
µ
2 · · · xµ1x

µ
i · · · xµ1x

µ
n

xµ2x
µ
1 0 · · · xµ2x

µ
i · · · xµ2x

µ
n

...
...

...
...

xµi x
µ
1 xµi x

µ
2 · · · 0 · · · xµi x

µ
n

...
...

...
...

xµnx
µ
1 xµnx

µ
2 · · · xµnx

µ
i · · · 0


(3)

3. Se suman lap matricesxµ · (xµ)t − I para finalmente obtener la memoriaM :

M =

pX
µ=1

£
xµ · (xµ)t − I¤ = [mij]n×n (4)

La forma en que se lleva a cabo lafase de recuperación para la memoria Hopfield cambia
drásticamente respecto de lo que sucede en elLinear Associator. Al presentar un patrón de entradaex a la memoria Hopfield, ésta cambiará su estado con el tiempo, de modo que cada neuronaxi ajuste
su valor de acuerdo con el resultado que arroje la comparación de la cantidad

nX
j=1

mijxj

con un valor de umbral cuyo valor es normalmente cero.

Representemos el estado de la memoria Hopfield en el tiempot porx(t); entoncesxi(t) representa
el valor de la neuronaxi en el tiempot y xi(t+ 1) el valor dexi en el tiempo siguiente(t+ 1).

Dado un vector columna de entradaex, la fase de recuperación consta de tres pasos:

1. Parat = 0, se hacex(t) = ex; es decir,xi(0) = exi, ∀i ∈ {1, 2, 3, ..., n}
2. ∀i ∈ {1, 2, 3, ..., n} se calculaxi(t+ 1) de acuerdo con la condición siguiente:
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xi(t+ 1) =



1 si
nP

j=1

mijxj(t) > 0

xi(t) si
nP

j=1

mijxj(t) = 0

− 1 si
nP

j=1

mijxj(t) < 0

(5)

3. Se comparaxi(t + 1) conxi(t) ∀i ∈ {1, 2, 3, ..., n}. Si x(t+ 1) = x(t) el proceso termina y el
vector recuperado esx(0) = ex. De otro modo, el proceso continúa de la siguiente manera: los
pasos 2 y 3 se iteran tantas veces como sea necesario hasta llegar a un valort = τ para el cual
xi(τ + 1) = xi(τ ) ∀i ∈ {1, 2, 3, ..., n}; el proceso termina y el patrón recuperado esx(τ ).

El proceso de convergencia descrito en el paso 3 de la fase de recuperación, indica que el sistema
llega a un punto límite localmente estable en el tiempoτ .

La existencia deτ está garantizada a través de la demostración que hace Hopfield de que existen
puntos límite localmente estables en su modelo de memoria asociativa; para ello, defineE de la
siguiente manera, tomando en cuenta la condición de quemii = 0,∀i:

E = −1
2

nX
i=1

nX
j=1

mijxixj (6)

y acto seguido demuestra queE es una función dexi monótona decreciente.

3.2 Ejemplo

Para ejemplificar la memoria Hopfield, usaremos patrones de dimensiónn = 4; iniciemos con tres
vectores (p = 3).

x1 =

 1
−1
−1
1

 ; x2 =
 −11−1

1

 ; x3 =
 −1−11
−1



Calculemos, de acuerdo con las expresiones 1, 2 y 3, las matricesxµ · (xµ)t − I:

x1 · (x1)t − I =


1
−1
−1
1

 · (1,−1,−1, 1)−

1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

 =


0 −1 −1 1
−1 0 1 −1
−1 1 0 −1
1 −1 −1 0
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x2 · (x2)t − I =


−1
1
−1
1

 · (−1, 1,−1, 1)−

1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

 =


0 −1 1 −1
−1 0 −1 1
1 −1 0 −1
−1 1 −1 0



x3 · (x3)t − I =


−1
−1
1
−1

 · (−1,−1, 1,−1)−

1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

 =


0 1 −1 1
1 0 −1 1
−1 −1 0 −1
1 1 −1 0


La memoria HopfieldM se obtiene a partir de la suma de las matrices, como lo indica la expresión
4 que corresponde al tercer paso de la fase de aprendizaje:

M =
3X

µ=1

xµ · (xµ)t =

 0 −1 −1 1
−1 0 1 −1
−1 1 0 −1
1 −1 −1 0

+
 0 −1 1 −1
−1 0 −1 1
1 −1 0 −1
−1 1 −1 0

+
 0 1 −1 1

1 0 −1 1
−1 −1 0 −1
1 1 −1 0



M =

 0 −1 −1 1
−1 0 −1 1
−1 −1 0 −3
1 1 −1 0


Con la obtención de la memoriaM concluye la fase de aprendizaje.

Ahora se le presentará el patrónex = x3 a la memoriaM para llevar a cabo la fase de recuperación.

El primer paso consiste en realizar la asignaciónx(0) = ex . Entonces se tiene:

x(0) =


−1
−1
1
−1


Se requiere calcular la cantidad

nX
j=1

mijxj(0)
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∀i antes de aplicar la condición del paso 2; esto se logra operando el producto de la matrizM por
el vectorx(0):

M · x(0) =


0 −1 −1 1
−1 0 −1 1
−1 −1 0 −3
1 1 −1 0

 ·

−1
−1
1
−1



=


0 · (−1) + (−1) · (−1) + (−1) · (1) + 1 · (−1)
(−1) · (−1) + (0) · (−1) + (−1) · (1) + 1 · (−1)

(−1) · (−1) + (−1) · (−1) + (0) · (1) + (−3) · (−1)
1 · (−1) + (1) · (−1) + (−1) · (1) + (0) · (−1)



M · x(0) =


P3

j=1m1jxj(0)P3
j=1m2jxj(0)P3
j=1m3jxj(0)P3
j=1m4jxj(0)

 =

 −1−15
−3



Es decir:
3P

j=1

m1jxj(0) = −1,
3P

j=1

m2jxj(0) = −1,
3P

j=1

m3jxj(0) = 5 y
3P

j=1

m4jxj(0) = −3

Ahora apliquemos el paso 2 a cada una de las coordenadas:

x1(1) = −1 porque
3X

j=1

m1jxj(0) = −1 < 0

x2(1) = −1 porque
3X

j=1

m2jxj(0) = −1 < 0

x3(1) = 1 porque
3X

j=1

m3jxj(0) = 5 > 0

x4(1) = −1 porque
3X

j=1

m4jxj(0) = −3 < 0

El paso 3 indica que se realicen las comparaciones dexi(t + 1) con xi(t) ∀i ∈ {1, 2, 3, ..., n};
veamos:
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x1(1) = −1 = x1(0)

x2(1) = −1 = x2(0)

x3(1) = 1 = x3(0)

x4(1) = −1 = x4(0)

Lo anterior significa quex(1) = x(0). Por lo tanto, el patrón recuperado es el mismox(0) = ex =
x3.

Analicemos lo que sucede en la fase de recuperación al presentarle el patrónex = x1 a la memoria
M. Primer paso:

x(0) = ex = x1 =


1
−1
−1
1


Igual que antes, previamente a la aplicación de la condición del paso 2 se requiere calcular la

cantidad
nP

j=1

mijxj(0), ∀i.

M · x(0) =


0 −1 −1 1
−1 0 −1 1
−1 −1 0 −3
1 1 −1 0

 ·


1
−1
−1
1



=


0 · 1 + (−1) · (−1) + (−1) · (−1) + 1 · 1

(−1) · (1) + (0) · (−1) + (−1) · (−1) + 1 · 1
(−1) · (1) + (−1) · (−1) + (0) · (−1) + (−3) · (1)

1 · 1 + (1) · (−1) + (−1) · (−1) + (0) · (1)



M · x(0) =


P3

j=1m1jxj(0)P3
j=1m2jxj(0)P3
j=1m3jxj(0)P3
j=1m4jxj(0)

 =

 3
1
−3
1



Paso 2 en cada una de las coordenadas:
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x1(1) = 1 porque
3X

j=1

m1jxj(0) = 3 > 0

x2(1) = 1 porque
3X

j=1

m2jxj(0) = 1 > 0

x3(1) = −1 porque
3X

j=1

m3jxj(0) = −3 < 0

x4(1) = 1 porque
3X

j=1

m4jxj(0) = 1 > 0

El paso 3 indica que se realicen las comparaciones dexi(t + 1) con xi(t) ∀i ∈ {1, 2, 3, ..., n};
veamos:

x1(1) = 1 = x1(0)

x2(1) = 1 6= x2(0)

x3(1) = −1 = x3(0)

x4(1) = 1 = x4(0)

Para la coordenada 2 no se cumple la igualdad, y esto significa quex(1) 6= x(0) y queτ 6= 0: se
deben iterar los pasos 2 y 3.

Producto de la matrizM por el vectorx(1):

M · x(1) =


0 −1 −1 1
−1 0 −1 1
−1 −1 0 −3
1 1 −1 0

 ·


1
1
−1
1



=


0 · 1 + (−1) · (1) + (−1) · (−1) + 1 · 1

(−1) · (1) + (0) · (1) + (−1) · (−1) + 1 · 1
(−1) · (1) + (−1) · (1) + (0) · (−1) + (−3) · (1)

1 · 1 + (1) · (1) + (−1) · (−1) + (0) · (1)
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M · x(1) =


P3

j=1m1jxj(1)P3
j=1m2jxj(1)P3
j=1m3jxj(1)P3
j=1m4jxj(1)

 =

 1
1
−5
1


Al aplicar el paso 2 a cada una de las coordenadas, tenemos:

x1(2) = 1 porque
3X

j=1

m1jxj(1) = 1 > 0

x2(2) = 1 porque
3X

j=1

m2jxj(1) = 1 > 0

x3(2) = −1 porque
3X

j=1

m3jxj(1) = −5 < 0

x4(2) = 1 porque
3X

j=1

m4jxj(1) = 1 > 0

Apliquemos el paso 3∀i ∈ {1, 2, 3, ..., n}:

x1(2) = 1 = x1(1)

x2(2) = 1 = x2(1)

x3(2) = −1 = x3(1)

x4(2) = 1 = x4(1)

Lo anterior significa quex(2) = x(1). Por lo tanto, el patrón recuperado es:

x(1) =


1
1
−1
1

 6= ex

13



3.3 Disquisiciones experimentales

En esta sección se describe el tipo de ejemplos que inspiraron los experimentos realizados para
verificar cuantitativamente los nuevos resultados y las condiciones para recuperación perfecta de
patrones.

El primer conjunto fundamental consta de dos patrones binarios de50x50 pixeles:

3.3.1 Experimento 1

En la figura siguiente se presentan los patrones que recuperó la memoria Hopfield, al presentarle
los dos patrones sin ruido:

3.3.2 Experimento 2

Se le presentaron a la memoria Hopfield los patrones alterados con diferentes porcentajes de ruido
aditivo y sustractivo. Para todos los casos desde1% hasta32% de ruido aditivo, y para ruido
sustractivo desde1% hasta99%, la Memoria Asociativa Hopfield entregó salida perfecta, como en
el experimento 1:

Sin embargo, a partir de33% y hasta49% de ruido aditivo, la salida ya no fue perfecta, a diferencia
de lo que pasaba con las entradas sin ruido. La salida para este rango se muestra en la siguiente
figura:

De 50% de ruido aditivo en adelante, la Memoria Asociativa Hopfield entregó la salida que se
ilustra a continuación:
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El segundo conjunto fundamental consta de tres patrones binarios de50x50 pixeles, los cuales se
presentan en la siguiente figura:

3.3.3 Experimento 3

No obstante que con dos patrones esta memoria asociativa arrojó ambas recuperaciones perfectas,
al trabajar con el conjunto fundamental de trespatrones, la Memoria Asociativa Hopfield ya no
logró recuperar de manera perfecta ni uno solo de los tres patrones, como se muestra en la figura:

3.3.4 Experimento 4

Con patrones de entrada alterados con ruido aditivo, la respuesta de la Memoria Asociativa Hopfield
se degradó notoriamente respecto del comportamiento que tuvo con dos patrones de entrada
alterados con ruido aditivo, como se muestra en las siguientes figuras:

(1% ruido aditivo).

(10% ruido aditivo).
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(50% ruido aditivo).

3.3.5 Experimento 5

Con patrones de entrada alterados con ruido sustractivo, la Memoria Asociativa Hopfield no
presentó recuperaciones perfectas, como se muestra en las siguientes figuras:

(1% ruido sustractivo).

(99% ruido sustractivo).

4. Epílogo.
En este informe técnico hemos tratado uno de los trabajos clásicos en memorias asociativas: La
Memoria Asociativa Hopfield, cuyo autor es el físico norteamericano John Hopfield quien es
responsable, según voces autorizadas, de haber revivido el interés, a principios de los ochenta del
siglo XX, en las redes neuronales y en particular en las memorias asociativas, después de un período
de estancamiento de más de una década.

Se ha presentado un estudio teórico y experimental, respecto de las recuperación perfecta de
patrones bivaluados n-dimensionales en la Memoria Asociativa Hopfield, dado un conjunto
fundamental para la fase de aprendizaje y un conjunto de patrones de prueba para la fase de
recuperación de patrones.
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