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Resumen. Los autómatas celulares Alfa-Beta 

constituyen un puente conceptual entre dos áreas de 
investigación que han sido ajenas hasta el día de hoy: 
las memorias asociativas Alfa-Beta, por un lado, y los 
autómatas celulares, por el otro. Con los resultados de 
este artículo es posible aplicar las herramientas propias 
de las memorias asociativas Alfa-Beta en el ámbito de 
los autómatas celulares y, viceversa, se puede aplicar 
el bagaje teórico de los autómatas celulares en los 
algoritmos propios de las memorias asociativas Alfa-
Beta. Al aplicar los autómatas celulares  Alfa-Beta en la 
clasificación de dígitos escritos a mano tomados de la 
base de datos MNIST del NIST (National Institute of 
Standars and Technology), los resultados son 
competitivos al compararlos con otros algoritmos. 

Palabras Clave. Autómatas celulares, reconocimiento 

de patrones, memorias asociativas Alfa-Beta. 

Alpha-Beta Cellular Automata 

Abstract. Alpha-Beta Cellular Automata arise as a 

conceptual bridge between two research areas which 
have remained disjoint to this day: Alpha-Beta 
associative memories on one hand and cellular 
automata on the other hand. The results presented in 
this work make it possible to apply tools developed on 
the basis of the Alpha-Beta associative models to the 
field of cellular automata and vice versa: one can use 
the theoretical body of cellular automata in applications 
of the Alpha-Beta associative models. Specifically, the 
proposed model is applied to the task of classification 
on the MNIST database of handwritten digits as 
published by the US National Institute of Standards and 
Technology (NIST). The results are competitive when 
compared to those given by other algorithms applied to 
the same database. 

Keywords. Cellular automata, pattern recognition, 

Alpha-Beta associative memories. 

1 Introducción 

El concepto de autómata celular fue 
introducido en 1951 por John von Neumann [5, 
17], quien lo define como un espacio capaz de 
autoreproducirse. Los autómatas celulares son 
modelos matemáticos en los que el 
comportamiento de cada uno de los elementos 
que componen el sistema depende de la 
interacción local entre todos los elementos. Un 
autómata celular de dimensión d consiste de un 
enrejado (o lattice) d-dimensional que se extiende 
infinitamente y que representa el espacio, donde 
cada sitio de la lattice es llamada célula y tiene 
asociado una variable de estado que fluctúa 
sobre un conjunto finito, el cual es denominado 
conjunto de estados. En un autómata celular se 
considera que el tiempo avanza en etapas 
discretas y la dinámica es dada por una regla 
explícita llamada función local, la cual es usada 
en cada etapa de tiempo por cada célula para 
determinar su nuevo estado a partir del estado 
actual de ciertas células en su vecindad. Las 
células alteran sus estados sincrónicamente en 
etapas de tiempo discreto de acuerdo con la 
función local. La lattice es homogénea por lo que 
todas las células operan bajo la misma función 
local. La asignación de estados a todas las 
células en la lattice es llamada una configuración, 
la cual es considerada como el estado de la 
lattice total. Es preciso hacer notar que, desde su 
creación, los autómatas celulares han tenido una 
variedad de aplicaciones en diferentes disciplinas 
de las ciencias y la ingeniería [11, 16, 19, 20, 26]. 

Ajeno al campo de los autómatas celulares, se 
tiene el desarrollo y estudio del reconocimiento 
de patrones, y una problemática de esta área se 
refiere a la clasificación de patrones [6, 22, 28]. El 
objetivo de la clasificación consiste en 
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particionarel espacio de características para 
formar regiones, a las cuales se les asigna una 
categoría o clase. Los diferentes patrones deben 
de ser asignados en alguna de las regiones 
creadas en el espacio de características y, en 
general, la descripción completa de las clases es 
desconocida; no obstante ello, se tiene un 
conjunto finito y reducido de patrones que 
proveen información parcial sobre un problema 
específico. 

En la actualidad hay varios algoritmos con los 
que se intenta resolver el problema de la 
clasificación de patrones; entre los más utilizados 
se pueden mencionar: el clasificador k-NN [3, 15, 
29], el clasificador euclidiano [13, 23], el 
clasificador lineal (1-layer NN) [4, 10], las redes 
neuronales, las máquinas de soporte vectorial 
(SVM) y los árboles de decisión [6].  

Por otra parte, se tiene el desarrollo de las 
memorias asociativas, modelos que han estado 
vigentes desde la década de los 60 [24]. El 
propósito fundamental de una memoria asociativa 
es recuperar correctamente patrones completos a 
partir de patrones de entrada, los cuales pueden 
estar alterados con ruido aditivo, sustractivo o 
combinado [1]. Recientemente, algunos modelos 
de memorias asociativas se han aplicado en la 
clasificación de patrones [21, 27].  

Varios investigadores han abordado el 
problema de desarrollar modelos de memorias 
asociativas [2, 8, 9, 21 24, 25] y han logrado 
resultados de suma importancia para dicho 
campo de investigación. 

En este artículo se presenta, por primera vez, 
un modelo asociativo Alfa-Beta implementado 
mediante la teoría de los autómatas celulares. 
Este modelo celular Alfa-Beta establece un 
puente conceptual entre los modelos asociativos 
Alfa-Beta y los autómatas celulares, con lo cual 
es posible aplicar las herramientas propias de los 
modelos asociativos Alfa-Beta en el ámbito de los 
autómatas celulares y, viceversa, aplicar el 
bagaje teórico de los autómatas celulares en 
aplicaciones de los modelos asociativos Alfa-
Beta. Específicamente, en este artículo se aplica 
el modelo propuesto a la tarea de clasificación de 
dígitos escritos a mano tomados de la base de 
datos MNIST del NIST (National Institute of 
Standars and Technology). 

El resto del artículo está organizado como 
sigue: la  sección 2 incluye los conceptos básicos 
de memorias asociativas y de los autómatas 
celulares, cuyas definiciones y conceptos sirven 
de base para exponer, en la sección 3, el modelo 
original propuesto en este artículo. En la sección 
4 se describen los experimentos y se discuten los 
resultados, mientras que en la sección 5 se 
presentan las conclusiones de este trabajo. 

Finalmente, se incluyen los agradecimientos y 
las referencias. 

2 Materiales y método 

2.1 Memorias asociativas 

Una memoria asociativa puede formularse 
como un sistema de entrada y salida el cual se 
divide en dos fases [1, 27]: 

Fase de aprendizaje:   yMx   

(generación de la memoria asociativa) 

Fase de recuperación:    yMx   

(operación de la memoria asociativa) 
El patrón de entrada está representado por un 

vector columna denotado por x  y el patrón de 

salida, por un vector columna denotado por y

Cada uno de los patrones de entrada forma una 
asociación con el correspondiente patrón de 
salida. La notación para una asociación es similar 
a la de una pareja ordenada; por ejemplo, los 
patrones x  y y  del esquema forman la 

asociación ),( yx . 

La memoria asociativa M  se representa 
mediante una matriz cuya ij-ésima componente 

es 
ijm [18]; y la matriz M  se genera a partir de 

un conjunto finito de asociaciones conocidas de 
antemano, llamado conjunto fundamental. 

Considérese p  N. El conjunto fundamental 

se representa de la siguiente manera: 

},...,2,1|),{( pyx 
 (1) 

A los patrones que conforman las 
asociaciones del conjunto fundamental, se les 
llama patrones fundamentales. 
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Si bien el objetivo de las memorias asociativas 
es el reconocimiento de patrones, éstas se 
pueden utilizar como un clasificador de patrones 

de la siguiente manera: Sea N  N, si

},...,2,1|),{( NicxD ii 
es el conjunto de 

aprendizaje con 
ix que pertenece a la clase 

ic , 

entonces el conjunto fundamental se define como 

{( , ) | 1,2,..., }x x p   
 

(2) 

Las memorias que cumplen con la condición 2 
son llamadas memorias autoasociativas; en caso 
contrario, se denominan memorias 

heteroasociativas. Si x~ es un patrón de prueba 

que se le presenta a la memoria asociativa y ésta 

recupera el patrón 
ix para algún pi ,...,2,1 , 

entonces a x~  se le asigna la clase 
ic . 

2.2 Autómatas celulares 

Las siguientes definiciones son tomadas de  
[14]. 

Sea Iun conjunto de índices, y sea 

Iiii baA  ]},{[ una familia contable de intervalos 

cerrados en Rtales que cumplen las siguientes 

condiciones: 


AX

baX


 ],[

 

para algún ba,  R o bien





AX

X  R. 

Si Aba ii ],[  entonces 0 ii ab . 

Si ],[ ii ba  y ],[ jj dc  están en A con ji cb  , 

entonces ocurre una de estas dos situaciones: o 

sucede que  ],[],[ jjii dcba o bien

jijjii cbdcba  ],[],[ . 

Definición 2.1. Sea ],[ ba  un intervalo en R 

con  ba   y sea A  una familia de intervalos 

cerrados que cumplen las condiciones 1, 2 y 3 
mencionadas en el párrafo anterior. Una lattice de 
dimensión 1, también llamada lattice 1-

dimensional es el conjunto L

}.|],[{ Axbax ii 
 Si nAAA ,...,, 21  son 

familias de intervalos que cumplen las 
condiciones 1, 2 y 3 mencionadas en el párrafo 
anterior, entonces una lattice de dimensión n>1 

es el conjunto L
}.|{ 21 iin Axxxx  

 

Definición 2.2. Sea r R. Una lattice 

1-dimensional es regular si rab ii   para cada 

Aba ii ],[ . Una latticen-dimensional es regular 

si rab
kk ii  para cada iii Aba

kk
],[  con

ni ,...,1 .
 

Definición 2.3. Sea L una lattice n-

dimensional. Una célula, celda o sitio es un 

elemento de L. Esto es, una célula es un 

elemento de la forma ],[],[ 11 kkkk nn baba  con 

iii Aba
kk
],[ para ni ,...,1 . 

Definición 2.4. Sea L una lattice, y sea c  una 

célula de L. Una vecindad de tamaño n Npara 

c , es el conjunto jn kkkkcv |,,,{)( 21   es 

célula de L con 2),( jkcd  para cada 

},,1 nj 
 

Definición 2.5. Sea n N. Un Autómata 

Celular (AC) es una tupla (L,S,N, f ) tal que: 

L es una lattice regular. 

S es un conjunto finito de estados. 

N es un conjunto de vecindades definido de 

la siguiente manera: 

N ccv |)({ es una célula y )(cv  es una 

vecindad de c de tamaño }n . 

:f NS es una función llamada función de 

transición. 

Definición 2.6. Una configuración del AC 

Q=(L,S,N, f ) es una función :tC  LS que 

asocia a cada célula de la latticeL (al tiempo t ) 

un estado de S. 



474 Benjamín Luna Benoso y Cornelio Yáñez Márquez 

Computación y Sistemas Vol. 16 No. 4, 2012 pp.471-479 
ISSN 1405-5546 

Si Q=(L,S,N, f ) es un AC y c  L es una 

célula, entonces la configuración tC  está 

relacionada con f  mediante: 

 iiCfcC tt |)(({)(1  N )}).(c  

Definición 2.7. Sean Q=(L,S,N, f )  y 

W=(L,S,N’ g ) dos AC. Se define el AC 

composición de los AC Qy W en el tiempo 0tt   

denotada como WQ mediante el AC WQ
(L,S,N, h ) donde h , f y g  están relacionadas 

de la siguiente manera: 

 iiCfcC tt |)(({)(
00 1 N )})(c  

  iiCgcC tt |)(({)( 12 00
 N’ )})(c  

 iiChcC tt |)(({)(
00 2 N )})(c  

3 Modelo propuesto 

En esta sección se construirá la memoria 
asociativa Alfa-Beta mediante 
AutómatasCelulares: lo llamaremos modelo 
celular Alfa-Beta. 

En lo que sigue, consideremos dos conjuntos: 

}1,0{A yel conjunto fundamental

},...2,1|),{( pyxCF  
 con 

nAx 
y 

,mAy 
donde mn,  N. 

La latticeL para el autómata celular estará 

compuesta por la matriz de tamaño nm 22   

cuyo primer índice es la pareja )0,0( . 

El conjunto S }1,0{  es el conjunto finito de 

estados. 

Sean  iI { Z ki 2|  para algún 

}2)(2,...,4,2,0{}1,...,2,1,0  nnk y 

 jJ { Z 12|  kj para algún 

}12,...,5,3,1{}1,...,2,1,0  mmk . 

Consideremos la partición de L formada por la 

familia de subconjuntos 

}),(|{ ),( JIjivIJ ji   con 

)}1,1(),,1(),1,(),,{(),(  jijijijiv ji
. 

Puesto que IJ  es una partición de L, dado l L 

existe un único JIji ),(  tal que 
),( jivl . 

Denotaremos mediante 
lv  a este elemento único 

de IJ , esto es, ),( ji

l vv  . Por ejemplo, si 

)0,3(l , entonces 

)}0,3(),1,3(),0,2(),1,2{()1,2(

)0,3(  vvl . 

A partir del hecho anterior se define el 
conjunto de vecindades 

N  lvl |{  L}  (3) 

Definición 3.1. Consideremos el conjunto 
kA

Se define la función de proyección de la i-

ésimacomponente )1( ki  AAk

i :Pr  como  

ii zz )(Pr  , con ),...,,( 21 kzzzz   (4) 

Teorema3.1. 

Si

( , ) Pr {( , ) | Pr ( ) Pr ( )}i j yx i j i i j jy x y x y y x x    

entonces 

)12,22()22,22(  ijji vxiyj . 

Demostración.- Se tiene que  

),22,22(),12,22{()12,22(  ijijv ij

)}22,12(),12,12(  ijij . Puesto que 

yxji xy Pr),(  , entonces )(Pr yy ii   y 

 

Fig. 1. Ejemplo de un AC composición 
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)(Pr xx jj  , y puesto que 
nAx  y 

mAy , 

entonces }1,0{, ji xy , luego 

Si 0 ji xy , entonces  

)12,22()22,22()22,22(  ijji vijxiyj

2. Si 0iy y  
1jx

, entonces  

)12,22()12,22()22,22(  ijji vijxiyj

3. Si 1iy  y 
0jx

, entonces 

)12,22()22,12()22,22(  ijji vijxiyj

4. Si 
1 ji xy

, entonces  

)12,22()12,12()22,22(  ijji vijxiyj

Se define el conjunto  

mipxiyjL jiCF  1,1|)22,22{( 

 }1 nj L . 

A continuación se plantea el modelo de la 
memoria asociativa en su fase de aprendizaje por 
medio de autómatas celulares. 

Consideremos los autómatas celulares  

Q=(L,S,N, Qf ) y W=(L,S,N’, Wf ) conN’= IJ , y  

:Qf  NS , :Wf  N’S definidas como sigue: 










CF

CFji

Q
Lji

Lji
vf

),( si 0

),( si 1
)( ),(

 










1j)1,(i si )1,(posición   laen   1

1)1,( si ),1(posición   laen   1
)( ),(

ji

jiji
vf ji

W

 

Se define el Autómata CelularAsociativo  en su 
fase de aprendizaje como 

WQ (L,S,N,
Af ) (5) 

Para la fase de recuperación, se tiene el 
siguiente algoritmo. 

Algoritmo AC asociativo para recuperación 
de patrones 

Entrada: Patrón a reconocer 























nx

x

x

x

~

~

~

~ 2

1



 

Salida: Patrón recuperado 























my

y

y

y

~

~

~

~ 2

1



Proceso: 

for 1,2,...,i m  

 1iy   

 for 1,2,...,j n  

  if 

0 (2 1,2 2) 1jx j i    

 continue 

if

1 ((2 2,2 2) 1|| (2 1,2 2) 1)jx j i j i         

   continue 

  else 

   0~ iy  

   break 

 fin segundo for 

fin primer for 

4 Experimentos y resultados 

La base de datos MNIST de dígitos escritos a 
mano es un subconjuntode imágenes tomadas 
del NIST (National Institute of Standarts and 
Technology) [12]. Así, la base de datos MNIST 
fue construida a partirde las bases de datos 
especiales 1 y 3 del NIST, que contiene 
imágenes de dígitos escritos a mano. Varios 
grupos de investigación han utilizado la basede 
datos MNIST para evaluar el desempeño de sus 
algoritmos de aprendizaje [12], permitiendo hacer 
una comparacióncon los resultados presentados 
en este trabajo. 

La base de datos MNIST consiste de un 
conjunto de 70,000 imágenes agrupadasen 10 
clases diferentes, de las cuales 60,000 instancias 
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son utilizadas parael entrenamiento del algoritmo 
y las 10,000 restantes para prueba. Cada una 
delas instancias de la base de datos se encuentra 
normalizada y centrada dentrode una imagen en 

tono de gris de 2828  pixeles (figura 2). 

No obstante que en la base de datos original 
los tonos más oscuros se acercan al cero y los 
tonos más claros al valor 255, en 
losexperimentos de este trabajo se consideraron 
las imágenes negadas de las originales de modo 
que el fondo quedó blanco y el carácter quedó en 
un tono cercano al negro (figura 3). 

En virtud de que el modelo propuesto requiere 
patrones binarios para su funcionamiento tanto 
en la fase de aprendizaje como de recuperación, 
y dado que los patrones de la base de datos 
MNIST son imágenes en escala de grises, se 
requiere realizar una codificación de los valores 
de cada pixel, para obtener las cadenas binarias 
correspondientes. 

Los experimentos se realizaron haciendo uso 
del código Johnson-Möbius modificado [7], ya 
que con este código se preserva el tipo de ruido 
que exhiben los patrones de prueba respecto de 
los patrones del conjunto fundamental. 

No obstante que existen otras opciones para 
codificar en binario los patrones, como por 
ejemplo el código binario usual y los códigos 
Gray, estas codificaciones alteran el tipo de ruido 
en los patrones, situación que no es deseable en 
las pruebas de rendimiento del modelo, porque al 
alterarse el tipo de ruido original, se alteran los 
resultados de la operación del modelo. 

La tabla 1 muestra los resultados obtenidos de 
un estudio comparativo al considerar el 
rendimiento que exhibió el modelo celular Alfa-
Beta, en comparación con los rendimientos que 
obtuvieron otros modelos cuyos resultados 
experimentales están publicados en [12]. 

Los protocolos experimentales son similares a 
los reportados en los trabajos de investigación 
que prueban sus modelos teóricos en esta misma 
base de datos MNIST. De las 70,000 imágenes 
disponibles, se utilizan 60,000 en la fase de 
aprendizaje y, al entrar en la fase de clasificación 
de patrones, el algoritmo se prueba con las 
10,000 imágenes restantes. Se cuantifica 
entonces el número de patrones calsificados 
correctamente por el modelo, y se calcula el 
rendimiento del modelo como el porcentaje de 
patrones clasificados correctamente respecto de 
10,000 que es la cardinalidad del conjunto de 
prueba. El error reportado es simplemente la 
diferencia entre 100% y el rendimiento 
correspondiente: los mejores modelos serán los 
que exhiban errores menores. Nuestro modelo 
celular Alfa-Beta exhibió un porcentaje de 
rendimiento del 99.48%; es decir, un error de 
0.52%. 

En general, dado un modelo clasificador de 
patrones, existen criterios para evaluar su 
rendimento, como por ejemplo el leave-one-out, 
el llamado hold-out y el más utilizado en la 
literatura científica, el k-foldcrossvalidation. Sin 
embargo, esta base de datos del MNIST es muy 
específica en su estructura, dado que de las 
70,000 imágenes, 60,00 de ellas, fijas, son para 
la fase de aprendizaje y las restantes 10,000, 
también fijas, son reservadas para la prueba en la 
fase de clasificación, y de ahí surgen los 
porcentajes de rendimiento y error de modelo. 

Decidimos usar el criterio estándar para 
validación del modelo, con objeto de que el 
estudio comparativo sea significativo. Para poder 
comparar con los rendimientos y errores 

 

Fig. 2. Base de datos MNIST de dígitos  
escritos a mano 

 

Fig. 3. Negado de las imágenes de la base de datos 
MNIST de dígitos escritos a mano 
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publicados en [12] para otros modelos teóricos, 
es muy importante usar el mismo criterio de 
validación, razón por la cual escogimos este, y no 
otro. 

Vale la pena enfatizar el mayor rendimiento (y 
por tanto menor error) exhibido por el modelo 
celular Alfa-Beta, en relación con otros modelos 
aplicados en la clasificación de dígitos escritos a 
mano de la base de datos MNIST. Esto, a pesar 
de que entre los modelos incluidos en la tabla 
aparecen algortimos muy populares y de gran 
uso entre los investigadores dedicados a 
clasisificación de patrones. La razón es simple: 
mientras que algunos conocidos modelos como 
las redes neuronales (NN) o las máquinas de 
soporte vectorial (SVM) incluyen complejas 
operaciones en ambas fases (aprendizaje y 
clasificación de patrones), el modelo celular Alfa-
Beta tiende a lo simple, y por ello su operación es 
más eficaz, al tiempo que es más eficiente. 

5 Conclusiones 

Se ha presentado un nuevo modelo de 
memoria asociativa Alfa-Beta implementado con 
autómatas celulares al que hemos llamado 
modelo celular Alfa-Beta. Este modelo propuesto 

se aplicó al problema de clasificación de 
caracteres de la base de datos MNIST obtenido 
en [12]. Se mostró una tabla comparativa de los 
resultados obtenidos (error de clasificación) en 
relación con los resultados exhibidos por algunos 
de los modelos de clasificación que aparecen 
en [12].  

Se observa en la tabla 1 que al utilizar el 
código Johnson-Möbius modificado para binarizar 
los patrones, el modelo modelo celular Alfa-Beta 
arrojó un error del 0.52%, superando así a otros 
conocidos modelos en eficacia y eficiencia. 

El modelo celular Alfa-Beta hereda algunos de 
los problemas exhibidos por las memorias 
asociativas Alfa-Beta, como lo son la sensibilidad 
a cierto tipo de ruido, problema que se ataca con 
el uso del código Johnson-Möbius modificado, 
dado que esta codificación conserva el tipo de 
ruido original, sin alterarlo, como ocurre con otros 
esquemas de clasificación como los códigos 
Gray, por ejemplo. 

Hasta la fecha, no se han observado 
limitaciones del modelo celular Alfa-Beta, 
relacionadas con el tipo de patrones con los que 
se prueba; es decir, es posible usar este modelo 
en cualquier banco de datos que incluya patrones 
que se puedan binarizar con el código Johnson-
Möbius modificado. 

Un posible trabajo a futuro consiste en buscar 
un código de binarización alternativo al código 
Johnson-Möbius modificado, ya que una de sus 
desventajas es que cuando los datos dentro de 
un patrón son grandes, el número de dígitos 
binarios que se requieren crece demasiado, lo 
cual demanda recursos computacionales de 
almacenamiento. 
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Tabla 1.Tabla comparativa 

Algoritmo 
Preproce
samiento 

Error Año 

linear classifier  
(1-layer NN) 

Ninguno 12.0 1998 

2-layer NN, 300 HU, 
MSE, [distortions] 

Ninguno 3.6 1998 

linear classifier  
(1-layer NN) 

Deskewin
g 

8.4 1998 

k-NN, Euclidean (L2) Ninguno 3.09 2007 

unsupervised sparse 
features + SVM,  
(no distortions) 

Ninguno 0.59 2008 

large conv. net, 
unsuppretraining  
(no distortions) 

Ninguno 0.53 2009 

AC Alfa-Beta Ninguno 0.52 2010 
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